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Resumen

En el presente trabajo se analizan los datos de una red de telefonia movil ubicada en la
ciudad de Milan, Italia. El objetivo es encontrar patrones y resultados que ayuden a entender su
uso para aplicar de manera efectiva, estrategias de optimizacion, planificaciéon, mantenimiento
preventivo, actualizacion, alertas tempranas y otras acciones que permitan brindar mejor
servicio al usuario o bien desarrollar estrategias de actualizacion y crecimiento adecuadas. En
particular el analisis se limita al uso del servicio de internet. Se obtuvieron mapas de calor del
uso medio, como también resultados de clusterizacion mediante diferentes técnicas, que
muestran el comportamiento del uso del servicio en cada distrito de la ciudad.

Palabras clave: telecomunicaciones, series de tiempo, clustering, patrones, GIS
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1. Introduccion
Las empresas de telecomunicaciones que proveen servicio de telefonia movil, tienen como
objetivo proveer un servicio ininterrumpido y de calidad adecuada. El motivo no es solo
comercial sino que también éstas deben cumplir con obligaciones contractuales y resoluciones
gubernamentales que asi lo determinan. Dichas obligaciones hacen que la planificacion,
mantenimiento y actualizacion de una red sea un desafio con diversos enfoques que pueden
exceder lo meramente tecnologico. En otras palabras, la implementacion de nuevas tecnologias
por si sola, no resuelve inconvenientes como ser, interferencias, condiciones climaticas,
eventos sociales que demandan mayor uso de la red y otras eventualidades que pueden generar
variadas afectaciones en el servicio. Es por esto que, una adecuada planificacion y
conocimiento del comportamiento es fundamental para tomar acciones proactivas que permitan
anticiparse, disminuir, o bien evitar por completo, las deficiencias del servicio.
Adicionalmente, los datos obtenidos de la red pueden combinarse con datos externos
que permitan analizar cuestiones como: patrones de movilidad, densidad poblacional,
infraestructura de la ciudad, establecer indicadores socioeconomicos, analizar relaciones tales
como duracion de llamada vs distancia de interlocutores, predicciones sobre el uso del servicio,
distribucion de llamadas por ubicacion geografica, utilizacion de estaciones de
transmision/recepcion, estimaciones del ancho de banda utilizado, estadistica sobre
aplicaciones moviles utilizadas, prediccion de sitios de interés en la ciudad por uso de
servicios, accidentes, fendmenos ambientales, etc. Esto ha hecho que en los ultimos afios,
grupos interdisciplinarios dediquen esfuerzo en el estudio de los datos de las redes moviles

para obtener informacion detallada que resulta dificil o imposible de conseguir por medios
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tradicionales (censos, encuestas, etc.) [6]. Las posibilidades que proveen los datos provenientes
de dichas redes son amplias y diversas.

En este trabajo se analizan los datos de una red de telefonia movil, con el fin de
encontrar comportamientos y resultados que, complementados con un analisis socioeconémico,
darian resultados utiles para tomar acciones sobre la red y poder proveer un mejor servicio y
experiencia del usuario.

En particular se analiza:
- Utilizacién media del servicio durante una semana. Areas de mayor y menor uso.
- Comportamiento y modelo de uso de la red

- Clusterizacion geografica basada en el tipo de uso.

2.  Materiales y métodos

Se utiliza un subconjunto de los datos provistos por la empresa Telecom Italia para la
competencia “Big Data Challenge 2014”. El dataset original fue creado por Telecom Italia en
asociacion con EIT ICT Labs, Spazio Dati, MIT Media Lab, Universidad de Northeastern,
Universidad politécnica de Milan, Fondazione Bruno Kessler, Universidad de Trento y Trento
RISE. El conjunto completo de datos se encuentra en [1] y el subconjunto utilizado en este
trabajo en [2].

El conjunto de datos de la actividad de la red movil estd compuesto por un registro de
una semana (7 dias), con detalles de llamadas (CDR: Call Detail Records), de la ciudad de
Milan y la provincia de Trentino (Italia). En este trabajo sélo se utilizan los datos de la ciudad

de Milan.
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2.1. Materiales
Entre los datos provistos, se cuenta con dos archivos con referencias geogréaficas (formato
GeoJson) que contienen:

- Grilla de celdas de 235x235 mts cada una

- Provincias de Italia
En el ambito de la telefonia modvil, se denomina celda a la region geografica para la cual la
radio base' del operador, provee cobertura de servicio.
Para el andlisis se utiliza un archivo adicional con las referencias geograficas de los distritos de
la ciudad de Milan. Este archivo se descarga de la pagina de datos abiertos de Milan
http://dati.comune.milano.it/group, que permite hacer una correspondencia de las celdas del

dataset original, con el distrito al cual pertenecen. El dataset de lo distritos se encuentra en [3].

Lo mencionado se muestra en la figura 1.
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Figura 1: a)Provincias de Italia y grilla de las celdas de la red moévil. b) Ciudad de Milan, se muestra
la grilla de las celdas y los distritos de Milan.

! Se denomina radio base al sitio de infraestructura de red, que provisiona el servicio en diferentes locaciones.
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Adicionalmente se utiliza el software QGIS 3.4.10-Madeira y R version 3.4.4. para el

procesamiento y visualizacion de los datos.

Descripcion del Dataset
Cada vez que un usuario, a través de su teléfono movil, se involucra en una interaccion de
telecomunicaciones, el operador asigna una estacion radio base (RBS) para poder proveer la
comunicacion a través de la red. Luego, se crea un nuevo CDR que registra el tiempo de la
interaccion y el RBS que lo gestiona. Las siguientes actividades estan presentes en el conjunto
de datos:

e SMS recibido

e SMS enviado

e [lamadas entrantes

e llamadas salientes

e Actividad de internet

En particular, la actividad de Internet se genera cada vez que un usuario inicia y/o

finaliza una conexion. Ademas, durante la dicha conexion se genera un CDR si ésta dura mas
de 15 minutos o si el usuario transfiere mas de 5 MB. Estas diferentes interacciones no estan
discriminadas en el dataset.
Los datos se agregan espacialmente en la grilla de celdas del area de Milan, la cual esta
compuesta por una superposicion de 1.000 celdas. Dicha grilla se proyecta con el estandar
WGS84 (EPSG: 4326) [1].
Los datos contienen el CellID, CountryCode y todas las actividades de telecomunicaciones

mencionadas, agregadas cada 60 minutos.
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2.2. Métodos

Se plantean tres métodos utilizados para el analisis de los datos.

Mapas de calor

Se crea un mapa de calor en funcion del valor medio del periodo completo (7 dias), para cada
servicio y para cada una de las celdas. Con este resultado se visualiza, en base a una escala de
colores, la intensidad del uso de la red. Para visualizar los resultados dentro del area de la
ciudad, se recorta la grilla de celdas al contorno de la ciudad, definido en el archivo con los
datos geograficos de los distritos. Luego, se obtiene un mapa de calor por distrito, agrupando

los valores de las celdas que contiene cada uno®.

Patrones de comportamiento temporal

Ha sido objeto de estudio y se ha concluido que el uso de los servicios de la red celular varian
segin la zona de la ciudad y el momento del dia [6]. Dado que los registros son muestras
agregadas en forma horaria para cada celda, se los trata de manera de encontrar patrones de
comportamiento temporal para los distritos, considerando a éstos ultimos como agrupaciones
de las celdas que contienen. Para esto, se analiza el comportamiento temporal del uso del
servicio de internet, utilizando la funcion de autocorrelacion para series de tiempo.

La funcién de autocorrelacion se define como la correlacion de Pearson de la senal con una
copia de ella desfasada un intervalo de tiempo. El analisis de autocorrelacion es una
herramienta matematica para la busqueda de patrones repetitivos, tales como la presencia de
una sefial periddica enmascarada por ruido, o bien para identificar frecuencias
fundamentales[4]. Provee ademas una medida de la correlacion interna de la serie de tiempo.

En este trabajo se utiliza para buscar patrones que definen el comportamiento del uso del

2Aquellas celdas que se encuentran contenidas por dos distritos, son consideradas en ambos.
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servicio de internet y que permiten identificar una firma temporal de dicho comportamiento en
cada distrito. Adicionalmente, con el objetivo de hacer una reduccion de la dimensionalidad de
los registros, se utiliza la transformada discreta de Fourier (DFT, [4]), para obtener la
composicion espectral en el dominio de la frecuencia. Este resultado permite armar un modelo
matematico que describe el comportamiento temporal caracteristico de cada celda o grupo de
celdas. Finalmente, el modelo matematico se valida con los datos originales y el residuo
obtenido (de la diferencia entre ambos), poniéndolo a prueba mediante el test estadistico de
Ljung-Box, para analizar la estacionalidad y verificar si existe alguna estructura subyacente
remanente.

El test de Ljung-Box es un test de hipdtesis para series de tiempo basado en la autocorrelacion.
Sin embargo, en lugar de probar la aleatoriedad en cada offset (lag) distinto, prueba la
aleatoriedad "general" en funcion de varios offset. Por este motivo, a menudo se lo denomina
prueba de "portmanteau". La prueba portmanteau (o contraste portmanteau), es un tipo de
prueba de hipoétesis estadistica en la cual una hipotesis nula estd bien especificada, y la
hipoétesis alternativa se especifica de manera laxa. Estas pruebas pueden tener la propiedad de
ser al menos moderadamente potentes contra la variedad de posibles desviaciones de la
hipdtesis nula; por esto, una prueba portmanteau proporciona un modo razonable de proceder
como un control general de un modelo para un conjunto de datos donde hay muchas maneras
diferentes en las que el modelo podré apartarse del proceso subyacente generador de los datos.
El uso de este tipo de pruebas evita tener que ser muy especifico sobre el tipo de alternativas
que se esta probando. Las hipotesis del modelo son:

e HO: Los datos se distribuyen de forma independiente (es decir, las correlaciones en la
poblacion de la que se toma la muestra son 0, de modo que cualquier correlacion
observada en los datos es el resultado de la aleatoriedad del proceso de muestreo).

e H1: Los datos no se distribuyen de forma independiente
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Por lo tanto si el p-valor es menor al nivel de significancia, se puede rechazar la hip6tesis nula,
dado que habrd probabilidades muy pequenas de encontrar muestras que sustentan dicha
hipétesis. Es decir, los residuos no son independientes.

Notese que el test debe aplicarse sobre el residuo, que es sobre el cual se desea verificar la
aleatoriedad. Viéndolo de otro modo, se puede pensar que es un test que permite probar la
falta de ajuste del modelo con la sefial original. Si el ajuste es correcto, el residuo deberia ser

una serie aleatoria, sin autocorrelacion.

Clusterizacion por comportamiento

En base a los resultados de los patrones de comportamiento temporal, se analizan los distritos y
se aplica una clusterizacion mediante el algoritmo K-means, a partir del calculo del valor
medio del servicio de internet en cada distrito. Se utilizan los valores horarios (168 en total),
como atributos de cada distrito, para realizar la clasificacion. Se busca el parametro K 6ptimo y
se presentan y analizan los resultados obtenidos con diferentes valores de k.

Se vuelve a repetir el experimento pero utilizando la composicion espectral reducida de cada

serie temporal. Se analizan y comparar los resultados obtenidos en ambos casos.

3. Resultados
En esta seccion se presentan los resultados obtenidos con los métodos planteados.
3.1. Mapa de uso de la red movil
En las figura 2a, 2b, 3 se presentan los mapas de calor, calculados mediante el valor medio por

celda en todo el intervalo de tiempo, sobre los servicios de:

- Mensajes de texto (SMS)
- Llamadas telefonicas

- Internet
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Figura 2: Mapa de calor para servicios de a) SMS b) Teléfono. La escala indica la cantidad media de
interacciones por hora, en el periodo de andlisis.

En la figura 4, se muestra el mapa de calor del uso de internet por distrito. Es decir, el valor

medio calculado con la agregacion de las celdas pertenecientes a cada distrito.
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Figura 3: Mapa de calor con valores medios para el
servicio de internet. La escala indica el
valor medio por hora, durante el periodo
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Figura 4: Mapa con valores medios por distrito,
para el servicio de internet. La escala
indica el valor medio por hora, durante el

de andlisis. periodo de andlisis.

De las figuras se observar que la mayor actividad promedio se registra en el centro de la ciudad
y decae hacia los limites exteriores de la misma. Esto es debido, a que la zona céntrica posee
mayor actividad comercial y turistica, con mayor afluencia de personas hacia los distritos que

componen la zona céntrica y el casco historico de la ciudad [6].
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3.2. Patrones de comportamiento temporal y espectral
Con el fin de encontrar patrones de comportamiento, y establecer un modelo, se analiza el uso
horario del servicio de internet como una serie temporal para las celdas y luego para los
distritos. En la figura 5 se muestra la forma de la serie temporal de la celda identificada con el
nimero 5060. En la figura 6 se muestra el resultado del analisis de autocorrelacion®, con un
desfasaje maximo de 48hs. De ambas figuras puede observarse que existe un comportamiento

fluctuante en el tiempo, dominado por un funcién del tipo sinusoidal con periodo de 24 hs.
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Figura 5: CDR de internet para la celda #5060 Figura 6: Autocorrelacion de la sefial de la figura 5

con un desfasaje madximo de 48hs.

Se aplica la transformada discreta de Fourier, mediante el algoritmo FFT (Fast Fourier
Transform [12]), implementado en la biblioteca estandar szats” de R, a la serie de la figura 5, y
se obtiene el resultado en mddulo y fase de la figura 7. En el eje horizontal se muestran los
valores de frecuencia en unidades de micro Hertz y, junto a los marcadores, los valores de
densidad espectral de potencia (PSD por sus siglas en inglés), y de fase. Para una mejor
visualizacion, se etiquetaron tinicamente los puntos con valores de PSD mayor a un umbral de

200.

? Utilizando la funcion acf() de la biblioteca estdndar stats de R.
www.rdocumentation.org/packages/stats/versions/3.6.2
£ https.:.//www.rdocumentation.org/packages/stats/versions/3.6.2
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Figura 7: PSD y fase obtenido mediante la FFT de la serie de tiempo de la celda 5060.

Es posible entonces, representar el comportamiento temporal de una celda mediante su

respuesta espectral. Es importante mencionar que para obtener una correcta representacion, es

necesario tener en cuenta no solo la componente espectral, sino también la componente en fase.

Adicionalmente, es posible aprovechar la transformacion para obtener un modelo equivalente

reduciendo la dimensionalidad de la serie eligiendo solamente algunas componentes en

frecuencia. En dicho modelo es posible utilizar los valores de frecuencia, magnitud y fase

como atributos. Es posible adoptar diversos criterios, de los cuales tal vez los mas evidentes

son:

a) Seleccion por Umbral: Elegir las componentes en frecuencia cuyo valor de PSD supera

un determinado umbral.
b) Seleccion por Muestras: Elegir las primeras N componentes de frecuencia.

En la tabla 1 se presenta un resumen de las ventajas y desventajas de estos dos criterios.

12
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Tabla I : Resumen de ventajas y desventajas de los criterios de reduccion de dimensionalidad

Criterio

Ventajas

Desventajas

Selecciéon por
umbral

Las componentes seleccionadas
poseen mayor peso en la
representacion de la sefal. Se utiliza
un Unico parametro para definir los
atributos del modelo.

Es necesario utilizar el valor de la
frecuencia de las componentes como
un atributo, lo que limita la
reduccion. La seleccion del umbral
implica una relacién de compromiso
entre precision del modelo y
dimensionalidad.

Seleccion por
muestras

No es necesario utilizar el valor de
frecuencia de la componente como
atributo dado que son siempre las
mismas. Se utiliza un Gnico parametro
para definir los atributos.

Es posible perder componentes que
permitan una mejor representacion
de la serie. Asimismo, es posible que
se agreguen componentes que no
aportan demasiada precision.

A modo de ejemplo, se aplican estos criterios a la serie temporal de la celda #5060 (Figura 5).

En la figura 8 se muestra la serie de tiempo original (rojo) y la series de tiempo obtenidas

utilizando los criterios para valores de umbral de 100, 200, 500, y para cantidad de muestras de

5, 10 y 20. El N’ indica las muestras de componentes en frecuencia resultantes en el modelo

por seleccion de umbral.

CDR Intemet

CDR Intemet

Tiempo (s

(a)

13

Tiempo hs]

(d)
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Figura 8: Resultados obtenidos a partir de los modelos de seleccion de componentes por Umbral y por cantidad
de muestras N. En rojo se muestra la serie de tiempo original de la celda #5060 y en verde la serie

obtenida a partir del modelo. a) N = 5, Umbral = 0; b) N=10, Umbral = 0; c) N=20, Umbral=0; d)
N=100, Umbral=500, N’ =4 e) N = 100, Umbral = 200, N’ =13 ; f) N = 100, Umbral = 100, N’ = 29

La serie de tiempo de cada modelo se obtiene mediante la transformada inversa de Fourier
aplicada al modelo. En este trabajo se optd por hacerlo de manera equivalente utilizando la

composicion de frecuencias como sumas de cosenos [4] segun la siguiente ecuacion:

N
s(n) = Y A;xcos (2xmx*f;*xn+0,)
i=0

Donde A, f. y 0, son la amplitud, frecuencia y fase de la componente i-ésima, respectivamente.
Es importante mencionar que para el modelo por seleccion de umbral habra una cantidad de

atributos igual a tres veces N’ (frecuencia, Amplitud, Fase), que varia con el valor del umbral,

14
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y el modelo por seleccion de muestras tendrd una cantidad de atributos igual dos veces N
(Amplitud y Fase)’, que varia segun el valor de N elegido.

Esta reduccion de atributos permite plantear una clasificacion de las series de tiempo mediante
su representacion espectral, reemplazando las muestras temporales. En los siguientes apartados
se analiza la agrupacion de los distritos mediante su clasificacion a través de las series
temporales para luego comparar dichos resultados con los obtenidos mediante la clasificacion
del modelo equivalente, utilizando el criterio de N muestras.

Antes de realizar dicho andlisis de clusterizacion se analiza la validez de los modelos
planteados. Para esto, se utiliza un test estadistico llamado Ljung-box, mediante la funcion
Box.test() de la biblioteca estandar de R stats®.

Los resultados de aplicar el test Ljung-box a los modelos de seleccion por umbral y de

seleccion por componentes, se muestran en la tabla 2.

Tabla 2 : Resultados del test de Ljung-Box aplicado a los modelos

Seleccién por umbral Seleccién por muestras
(Umbral = 100) (N =20)
Box-Ljung test Box-Ljung test
data: sdif data: sdif
X-squared = 17.47, df = 1, X-squared = 26.176, df = 1,
p-value = 2.919e-05 p-value = 3.117e-07

Los resultados de la tabla 2 (p-value), indican que se puede rechazar la hipdtesis nula y por lo

tanto el residuo de los modelos no es independiente (o bien hay un desajuste en el modelo).

> Si se eligen siempre las mismas N componentes, estos valores se pueden omitir de los atributos del modelo y
solo utilizar la amplitud y fase de cada componente.
® www.rdocumentation.org/packages/stats/versions/3.6.2
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Los resultados graficos, obtenidos con la funcion checkresiduals() de la biblioteca forecast’ se

muestran en la figura 9 y 10.
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Figura 9: Resultados de la funcion checkresiduals() para el modelo de seleccion por umbral
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Figura 10: Resultados de la funcion checkresiduals() para el modelo de seleccion por muestras

7 https://www.rdocumentation.org/packages/forecast/versions/8.10
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En las figuras 9 y 10, especificamente en la grafica de autocorrelacion (ACF), la linea punteada
indica el valor maximo y minimo de autocorrelacion para que las muestras del residuo puedan
considerarse aleatorias (e independientes). Se observa que ambos modelos superan dicho limite
en determinados valores de lag.

Al graficar las componentes espectrales de las series de tiempo residuales se obtienen las
figuras 11 y 12. Observando dichas figuras es posible entender graficamente los resultados del
test de Ljung-box. En estas se ve que, a pesar que los modelos se comportan de manera
equivalente a la serie de tiempo de la celda, el ajuste no es perfecto y el residuo contiene
componentes en frecuencia, que resulta en muestras correlacionadas. Adicionalmente, se puede
notar en la figura 12 que, las N componentes utilizadas para el modelo fueron anuladas
completamente en el residuo. En la figura 11, se observa que esto ocurre con aquellas

componentes cuya amplitud supera el umbral establecido.

Power Spectral Density

200- 105 164 129 104 134 138 1519636 116
170 170 104 130

106

A A A e

Figura 11: PSD obtenida con la FFT del modelo de seleccion por umbral

Power Spectral Density

300 - 196

o 104 106 116

PSD

100

Frecuencia [uHz]

Figura 12: PSD obtenida con la FFT del modelo de seleccion por componentes
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A pesar que el test de hipotesis indica que el residuo no estd compuesto por muestras
independientes, para el objetivo propuesto originalmente en este trabajo, agrupar las celdas y
distritos en base a su comportamiento, los modelos ajustan de manera aceptable.

Sin embargo, a partir de los resultados obtenidos y, en particular de los observados en la figura
8, vale la pena preguntar ;Qué tan bien ajusta el modelo a las muestras de las series
temporales? O bien, ;Con qué medida se puede asegurar que el modelo es aceptable?

Para contestar estas pregunta, es necesario definir una medida. Una muy utilizada, en
climatologia, prondstico y andlisis de regresion para verificar resultados experimentales, es el

error cuadratico medio, que se define como:

N
RMSE = \/ > (s;— s7) 2N
=0

Donde:

s;: serie o funcion de datos que se quiere ajustar

s,*: serie ajustada, prediccion o modelo

N: cantidad de muestras

Notese que el RMSE es, por definicion, el desvio estdndar del residuo de la serie con el
modelo. El RMSE es una medida que da idea sobre qué tanto se esparcen los valores de ajuste,
de los datos originales. En otras palabras, indica que tan concentrados se encuentran los datos
alrededor de la funcién de ajuste. Es posible utilizar esta medida sobre el residuo obtenido
entre la serie temporal y el modelo, para cada celda de la red, obteniendo un valor de RMSE
para cada una de ellas. Adicionalmente, para definir la validez del modelo, se define como

criterio de aceptacion que el valor de RMSE no debe superar el 10% del valor absoluto
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maximo de la serie®. Sin embargo, es importante mencionar que el RMSE es una medida
dependiente de la escala. Es decir, ademas de tener las unidades de la variable dependiente, su
valor no estd normalizado sino que depende de los datos. Por esto, es que carece de sentido
hacer estadisticas sobre los valores de RMSE obtenidos para las 10.000 celdas. En cambio, el
analisis se limita a indicar cuantas series de tiempo ajustadas (modelos), cumplen con la

condicion de aceptacion. Los resultados se resumen en la tabla 3.

Tabla 3 : Resultados del RMSE para los modelos

Seleccion por umbral Seleccion por muestras
Umbral = 10% de max{|Ai|}’ N=20
Modelos aceptados: 3021 (30%) Modelos aceptados: 9978 (99,8%)
Modelos no aceptados: 6979 (70%) |Modelos no aceptados: 22 (0,22%)

Criterio de aceptacidn: RMSE < max {abs(s,)}

De los resultados de la tabla 3 se observar que para los criterios establecidos, el modelo por
seleccion de muestras ajusta de manera mas aceptable que el de seleccion por umbral. Estos
resultados dan una idea que para este problema en particular, la representacion por las primeras
20 muestras espectrales ajusta mejor que tomando aquellas que superan un determinado valor
de umbral.

En el apartado en el cual se realiza la agrupacion de los distritos mediante un modelo, se utiliza

el modelo de seleccion por muestras.

8 Este es un criterio aceptado en la prdctica como una primera validacion. Segiin la aplicacion y el contexto del
experimento, pueden adoptarse diferentes criterios de aceptacion.

? Dado que para cada serie tendremos componentes espectrales con diferentes amplitudes, se utiliza como criterio
de corte el 10% de la componente maxima, en valor absoluto.
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3.3.  Clusterizacion por Serie de tiempo

Se analiza la agrupacion de los distritos en funcion de su comportamiento temporal. Para cada
distrito se obtiene una serie temporal a partir del promedio de las series temporales de las
celdas de la red movil contenidas en dicho distrito. Dicha serie se considera como el “perfil”
del distrito. Luego, se les aplica el algoritmo no supervisado de clusterizacion K-means. Es
importante notar que en este andlisis, cada muestra horaria se considera como un atributo de la
serie, por lo que cada una se compone de un total de 168 atributos (7 dias por 24 horas). El uso
de esa cantidad de atributos aumenta la probabilidad que se manifieste la “maldicion de la
dimensionalidad” (también conocida como efecto Hughes'®), que dificulta la clusterizacion de
los datos ya que, una cantidad grande de atributos, hace que éstos se encuentren dispersos y
equidistantes entres si.

Al no disponer de un set de datos de entrenamiento y otro de test, utilizamos el método no
supervisado K-means. Buscamos entonces el numero 6ptimo de clusters mediante los métodos

de Elbow, Silhouette y GAP. Los resultados se muestran en la figura 13.

10 El Efecto Hughes o “Maldicion de la dimensionalidad” (Hughes 1968), establece que la creciente
dimensionalidad disminuye la confiabilidad de las estimaciones de los parametros estadisticos requeridos para
calcular las probabilidades.
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Figura 13: Resultados de aplicar el método de Elbow y Silhouette (arriba) y GAP (abajo) para la buisqueda
de cantidad optima de clusters sobre las series de tiempo. Los resultados para GAP fueron
obtenidos con un valor de parametro de bootstraping de 50 (izquierda) y 500 (derecha).

De los resultados se observa que no queda definido un valor de k 6ptimo, sino que pareciera
estar entre los valores 2 y 9. Este resultado es coherente con el criterio practico que se suele
utilizar para elegir un valor k. Es decir, un rango entre 2 y VN, siendo N la cantidad de
miembros que se desean agrupar. La cantidad de distritos son 88 distritos, por lo que el rango
para k es [2;9], consistente con los resultados obtenidos.

A fin de simplificar el anélisis, se realiza el clustering de los datos con valores k =3,4 y 5. En
la figuras 14, 15 y 16, se comparan los resultados obtenidos en el mapa de calor de promedios
de uso (a), con los obtenidos en la clusterizacion (b). Se utiliza la misma escala de colores, con
el fin de hacer una comparacion visual directa.

Los colores de los clusters fueron elegidos a conveniencia para relacionarlos visualmente con

los rangos obtenidos en la imagen de los promedios de consumo.
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Figura 14: a) Mapa con valores medios horarios. Escala representada en cuartiles con igual cantidad de
ocurrencias. b) Mapa de distritos clusterizado por serie de tiempo de uso de internet con k=3.
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[ 213-329
W 329-523

(b)

Figura 15:a) Mapa con valores medios horarios. Escala representada en cuartiles con igual cantidad de
ocurrencias. b) Mapa de distritos clusterizado por serie de tiempo de uso de internet con k=4.
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Figura 16: a) Mapa con valores medios horarios. Escala representada en cuartiles con igual cantidad de
ocurrencias. b) Mapa de distritos clusterizado por serie de tiempo de uso de internet con k=5.
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De las figuras se observa que no existe una relacion directa entre el consumo medio y la
agrupacion obtenida. Tal vez el caso en donde se encuentran mas similitudes es para un valor
de k = 3, pero esto no deja en claro una relacion entre ambos, ya que se estan enmascarando
posibles agrupaciones al utilizar una escala de solo 3 niveles.

Lo destacable es, que al observar la progresion de los clusters, a medida que se incrementa el
valor de k, los miembros se mantienen en los mismos grupos y las nuevas agrupaciones se
desprenden del cluster con mayor cantidad de distritos (gris). Esto podria indicar que existen
agrupaciones inherentes que solo son visibles al forzar una mayor segregacion.

En la figura 17 se muestra el comportamiento temporal (perfil), de 4 distritos pertenecientes a
diferentes clusters, obtenido con k = 4. Se observa que las series difieren en amplitud pero

también en la forma de la curva que describen a lo largo del tiempo.

Perfiles de Distritos

BUENOS AIRES - VENEZIA
— DUGMO

GRECO
= | AMBRATE

7500 -

5000 -

CDR Internet

2500~

LRI R

0-
D1Fi00 D2fioo D300 D4H00 D5t D6H00 D7HOO
Diay Hora

Figura 17: Perfiles temporales de 4 distritos pertenecientes a clusters diferentes. Los colores se
corresponden con elegidos en la figura 15

En el siguiente apartado se analiza la clusterizacion por medio de la representacion espectral,

seguin los modelos presentados en la seccion anterior.
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3.4.

Clusterizacion por modelo de seleccion de componente espectral

Se utilizan los resultados obtenidos en el anélisis espectral de las celdas para agrupar utilizando

las componentes espectrales de los perfiles de los distritos. Nuevamente, se busca la cantidad

optima de cluster y se obtienen los resultados de la figura 18.
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Figura 18: Resultados de aplicar el método de Elbow y Silhouette (arriba) y GAP (abajo) para la busqueda
de cantidad optima de clusters sobre las componentes espectrales (FFT). Los resultados para
GAP fueron obtenidos con un valor de parametro de bootstraping de 50 (izquierda) y 500

(derecha).

De las figuras se observa que los métodos parecen coincidir en que el rango de k es menor que

el obtenido para las series de tiempo, aunque en vista de los resultados pareciera que no es

posible definir con precision el k 0ptimo para los atributos propuestos. En las figuras 19, 20 y

21 se vuelven a graficar los resultados obtenidos en el mapa de calor de promedios de uso (a),

con los obtenidos en la clusterizacion por seleccion de muestras (b).
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Figura 19: a) Mapa con valores medios horarios. Escala representada en cuartiles con igual cantidad de
ocurrencias. b) Mapa de distritos clusterizado por serie de tiempo de uso de internet con k=3.
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Figura 20: a) Mapa con valores medios horarios. Escala representada en cuartiles con igual cantidad de
ocurrencias. b) Mapa de distritos clusterizado por serie de tiempo de uso de internet con k=4.
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Figura 21: a) Mapa con valores medios horarios. Escala representada en cuartiles con igual cantidad de
ocurrencias. b) Mapa de distritos clusterizado por serie de tiempo de uso de internet con k=5.
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Al igual que en la agrupacion con series de tiempo, no es posible deducir una relacion directa
entre consumo medio y agrupacion de distritos. Pero, nuevamente se observa que a medida que
se incrementa el valor de k, los clusters formados en una agrupacién menor se mantienen sin
cambios y las nuevas agrupaciones se crean a partir del cluster con mayor cantidad de distritos
(gris).
3.5. Clusterizacion por acumulacion de evidencia

El principal problema que se tiene con los datos es que no se dispone de agrupaciones de
control para validar los resultados anteriores. Por otro lado, la agrupacion obtenida mediante
una ejecucion de K-means podria no ser suficiente para encontrar la agrupacion mas adecuada.
En este sentido, se propone utilizar el método llamado “Clusterizacion por acumulacion de
evidencia”.

La idea de agrupacion por acumulacion de evidencia es combinar los resultados de multiples
clusterizaciones en una Unica particion viendo, cada resultado de clustering como una
evidencia independiente de la organizacion de los datos [10]. Se trata, en definitiva, de un
ensamble de resultados. Es una técnica propuesta por Ana Fred [8] con la intencidon de abordar
el problema que conlleva encontrar clusters consistentes en particiones de datos. La
combinacion de agrupaciones se realiza mediante la transformacion de las particiones de datos
en una matriz de co-asociacion de muestras, la cual mapea asociaciones coherentes mediante el
voto mayoritario. Luego, esta matriz es utilizada para extraer los clusters subyacentes a los
datos [11] y se puede considerar como un tipo de matriz de similaridad [9]. Luego, es posible
aplicar las técnicas utilizadas en andlisis de similitud. En este trabajo se aplica la técnica de
Single-Linkage (clustering jerarquico) con medida Euclidea, pero se han propuestos algoritmos

mas complejos como “Minimum Spanning Tree (MST) [10].
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Existen muchas maneras de acumular evidencia en el contexto de aprendizaje no supervisado:
(1) combinar resultados de diferentes algoritmos de clustering; (2) producir diferentes
resultados por medio de re muestreo de los datos, tal como en las técnicas de bootstrapping
(como bagging) y boosting; (3) ejecutar un dado algoritmo muchas veces con diferentes
parametros o inicializaciones [10]. En este trabajo se utiliza la técnica (3), combinando
resultados del algoritmo K-means con valores de k entre 2 y 15.

La matriz de co-asociacion se crea segun el siguiente algoritmo:

Entradas:
e n perfiles d-dimensionales
e k: numero inicial de clusters
e N: numero de agrupaciones a realizar
e t: umbral

Salidas: Particionamiento de datos
Inicializacidn: Crear la matriz de co-asociacidén M, como una matriz de
n X n con valores nulos.

1. Hacer N veces

1.1. Seleccionar aleatoriamente los centros de los k clusters

1.2. Ejecutar el algoritmo k-means con la inicializacidén para
obtener la particién P.

1.3. Actualizar la matriz de co-asociaciodn:

Para cada par de perfiles (i,j), en el mismo cluster en P,
setear M(1,j) = M(i,7) + 1/N
2. Detectar clusters consistentes en M utilizando la técnica de
Single Linkage.

2.1. Encontrar las asociaciones de voto mayoritario. Para cada
par de perfiles (i,j), tal que M(i,j) > t, unir los
perfiles en el mismo cluster; si los perfiles estuvieran en
clusters formados con anterioridad, unir los clusters.

2.2. Para cada perfil remanente no incluido en un cluster,
formar un cluster de un uUnico elemento.

En la figura 22 se muestran los dendogramas obtenidos con las series de tiempo y las
componentes espectrales de los perfiles de los distritos. Se utilizé la funcion Aclust() con la

matriz distancia Euclidea de la matriz de co-asociacion y el pardmetro “method = complete”.
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Figura 22: Dendogramas obtenidos por acumulacion de evidencia para los 88 distritos de Milan utilizando: a)
Series de tiempo b) Componentes espectrales.

Para determinar la cantidad de clusters definimos un valor de altura igual a 3 para ambos
dendogramas. En el caso de las series de tiempo se obtuvieron 6 clusters y en el de
componentes espectrales se obtuvieron 5 clusters. En la figura 23 y 24 se muestran los
resultados, georeferenciados en el mapa de la ciudad de Milan, de las clusterizaciones
resultantes mediante k-means y la clusterizacion jerarquica basada en acumulacion de

evidencia.
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Figura 23: Clusterizaciones obtenidas a partir de las series de tiempo de los distritos con a) K-means con k=
6 b) Acumulacion de Evidencia y Clustering Jerarquico con umbral = 6
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Clusters Clusters

(a) (b)

Figura 24: Clusterizaciones obtenidas a partir de las componentes espectrales (FFT) de los distritos con a)
K-means con k= 6 b) Acumulacion de Evidencia y Clustering Jerdarquico con umbral = 6

De los resultados se observa que las agrupaciones obtenidas mediante ambos métodos,
coinciden en el agrupamiento de la mayoria de los distritos pero, pareciera que la clusterizacion
por acumulacion de evidencias encuentra alguna estructura subyacente que no puede ser
detectada por una uUnica aplicacion del método k-means. Esto hace que algunos clusters
obtenidos con k-mean se vean divididos y/o ampliados, en cantidad de distritos, en el resultado

del método por evidencias.

4. Discusion
En funcion de los resultados obtenidos, se observa que los valores promedio no son buenos
representantes del comportamiento temporal. Esto era esperable dado que un tinico parametro
estadistico dificilmente pueda representar correctamente a la agrupacion basada en la dindmica
propia de las comunicaciones estudiadas, mayormente dominadas por el comportamiento
humano.
Se observa que la transformacion y reduccion de la dimensionalidad de las series de tiempo,

mediante su equivalente espectral, genera un agrupamiento diferente al obtenido con las
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primeras. Esto resulta de interés porque indicaria que la transformacion permite capturar
caracteristicas diferentes del comportamiento de los distritos.

Los resultados obtenidos por el método por acumulaciéon de evidencias son consistentes con los
resultados obtenidos mediante la aplicacion de una unica ejecucion de K-means, e incluso
pareciera detectar mas detalles en los agrupamientos.

El andlisis de comportamiento y clusterizacion realizado a nivel de distrito podria hacerse a
nivel de celdas, dado que hay celdas en un mismo distrito que pueden tener diferente patron de
comportamiento por encontrarse en un punto neuralgico de la ciudad (punto turistico, zona
comercial, oficinas céntricas, etc.). Estos detalles se pierden al haber hecho la agregacion por
distrito. Esto permitiria encontrar patrones que sean de utilidad para tomar acciones sobre
celdas que se encuentren sobrecargadas o bien encontrar tendencias que permitan realizar
acciones preventivas antes que esto ocurra. Al mismo tiempo, podria resultar de interés
relacionar cada una de las celdas con el distrito al cual pertenece para que, agregando datos
externos, poder hacer otros analisis como por ejemplo, anélisis socioecondmico, demograficos,
rendimiento de la infraestructura, cobertura, capacidad de servicio, etc.

En cuanto a la validacion de los resultados, resulta dificil poder validarlos sin datos externos o
algin etiquetado. Sin embargo, analizando algunas caracteristicas de la ciudad, se ve que las
agrupaciones tienen sentido cuando se analiza la ubicacion de puntos turisticos y zonas

céntricas y residenciales, entre otros.
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5.  Conclusiones
En este trabajo se analizaron los datos del servicio de internet de una red de telefonia movil en
la ciudad de Milan. Se realizaron agrupaciones utilizando las series de tiempo, su equivalente
espectral y el método de acumulacion de evidencias. Los resultados obtenidos no buscan ser
concluyentes sino dejar planteados algunos puntos que podrian estudiarse con mas detalle en
futuros trabajo. Tal es el caso de utilizar otro algoritmo de agrupamiento, o bien otra medida de
distancia mas adecuada a series temporales .
Otro punto de interés para estudiar es analizar la densidad poblacional de cada distrito, y
también la densidad poblacional dinamica, dado que hay sitios turisticos que varian en forma
horaria las personas presentes y en consecuencia la demanda de las celdas en horarios diurnos.
En el caso de la agrupacion por acumulacion de evidencia podria utilizarse un algoritmo mas
adecuado como el Minimum Spanning Tree.
La relacion entre series de tiempo y su equivalente mediante la transformacion Fourier podria
estudiarse con mas detalle. La reduccion de dimensiones ha sido tema de estudio en diversas

publicaciones.
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